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Введение

I Рекомендательные системы призваны помочь
пользователю с поиском релевантных товаров или
других сущностей.

I Их актуальность обусловлена разнообразием товаров
и услуг таким, что пользователь не в состоянии
ознакомиться со всем ассортиментом за адекватное
время.



Введение

Примерами рекомендательных систем являются
предложения товаров в онлайн-магазине, новой музыки в
стриминговых сервисах, интересных новостей на
различных порталах.



Обзор

Обычно выделяют три вида РС:
1. Content-based systems (CB).
2. Collaborative filtering systems (CF).
3. Hybrid systems.

Подходы:
1. Эвристические методы.
2. Модельные, основанные на матричных разложениях.



Эвристические методы

Матрица взаимодействий. Строки отвечают отдельным
пользователям, а столбцы продуктам. На пересечении
находятся сами взаимодействия (оценки, просмотры,
клики, лайки и тп). Пропуски обозначают отсутствие
действия.
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I Какие особенности у таких матриц?



Эвристические методы

Меры схожести:
1. Косинусное расстояние: d(x , y) = (x ·y)

||x || ||y || .

2. Корреляция Пирсона: d(x , y) = Σ(x ,y)
σx σy

.

Обе меры в шкале от -1 до 1, чем ближе к единице, тем
более похожими считаются объекты.

Нормализация:
1. Вычитание среднего рейтинга: hu(r) = r − ru.
2. Z-score: hu(r) = r−ru

σu
.



Эвристические методы

Пример расчета мер между первыми двумя строками
матрицы:

x 1 -1 0 0 1 1 -1
y 1 0 1 0 1 0 -1

1. Косинусное расстояние:
d(x , y) = (x ·y)

||x || ||y || =
3

2
√

5
≈ 0.671.

2. Корреляция Пирсона: d(x , y) = Σ(x ,y)
σx σy

=
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≈ 0.665



Эвристические методы

User-based подход:

r̂ui = h−1
u

(∑
v∈NNu(Ui ) sim(u, v) · hv (rvi)∑

v∈NNu(Ui ) |sim(u, v)|

)

Item-based подход:

r̂ui = h−1
i

(∑
j∈NNi (Iu) sim(i , j) · hj(ruj)∑

j∈NNi (Iu) |sim(i , j)|

)

sim – мера схожести между объектами, h – нормализация,
приведение рейтингов к единой шкале.



Классические методы

User-based подход:

r̂ui = ru +

∑
v∈Sui (rvi − r v )sim(u, v)∑

v∈Sui |sim(u, v)|



Классические методы
Item-based подход:

r̂ui =

∑
j∈Sui ruj · sim(i , j)∑
j∈Sui |sim(i , j)|

Иногда даже в item-based подходе вычитают среднее
именно по пользователю, это называется Adjusted Cosine:

sim(i , j) =

∑
u∈Uij (rui − ru)(ruj − ru)√∑

u∈Uij (rui − ru)2
√∑

u∈Uij (ruj − ru)2



SVD модели

Теорема Эккарта-Янга. Для матрицы M матрица Mk с
рангом k является наилучшим приближением в смысле
нормы Фробениуса разницы этих матриц и определяется
как:

Mk = USkV
T .



SVD модели

Ищем решение в виде:

r̂ui = pTu qi

Оптимизируем целевой функционал:

J(P ,Q) =
∑

(u,i)∈K

(rui − pTu qi)
2 + λ(||pu||2 + ||qi ||2)→ min

P,Q
.
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SVD модели
SGD ALS

Algorithm 1 SGD ALS для SVD

1: Инициализировать pu и qi для всех u, i
2: repeat
3: for all (u, i) ∈ K do
4: eui = rui − pTu qi
5: pu ← pu + 2η(euiqi − λpu)
6: qi ← qi + 2η(euipu − λqi)
7: end for
8: until pu и qi меняются больше чем на ε или другое усло-

вие остановки



SVD модели
ALS

Algorithm 2 ALS для SVD

1: Инициализировать pu и qi для всех u, i
2: repeat
3: for all u = 1 . . .m do
4: pu = (

∑
i :(u,i)∈K qiq

T
i + λIk)

−1(
∑

i :(u,i)∈K ruiqi)
5: end for
6: for all i = 1 . . . n do
7: qi = (

∑
u:(u,i)∈K pup

T
u + λIk)

−1(
∑

u:(u,i)∈K ruipu)
8: end for
9: until pu и qi меняются больше чем на ε или другое усло-

вие остановки

http://stanford.edu/ rezab/classes/cme323/S15/notes/lec14.pdf



SVD модели

Улучшения модели:
I µ – среднее по всем парам в данных;
I bu – отклонение от среднего для пользователя u;
I bi – отклонение от среднего для объекта i .

r̂ui = µ+ bu + bi + qT
i pu.



SVD модели

Еще улучшения:
I Неявные предпочтения пользователя:

r̂ui = µ+ bu + bi + qT
i (pu + |R(u)|−

1
2

∑
j∈R(u)

yj).

I Доп информация о пользователе.
I Изменения предпочтений пользователя со временем.
I Изменения популярности товаров со временем.



Линейная модель
Признаки x для предсказания rui :

I One-hot encoding id пользователя
I One-hot encoding id объекта
I Дополнительная информация про пользователя или

объект



Линейная модель

Линейная модель:

hlin(x) = ω0 +
d∑

j=1

ωjxj

Poly2:
hpoly2(x) = hlin(x) +

∑
j1<j2

ωj1,j2xj1xj2



Factorization Machines
Обобщение прошлых моделей, универсальная модель
коллаборативной фильтрации:

h(x) = ω0 +
d∑

j=1

ωjxj +
d∑

j1=1

d∑
j2=j1+1

xj1xj2v
T
j1
vj2

Признаковое описание для обучающих примеров:



Factorization Machines

Важно понимать, что представление (вектор в новом
пространстве) строиться для каждого признака. Как это
работает можно посмотреть на примере LightFM.

https://github.com/lyst/lightfm
https://arxiv.org/abs/1507.08439



Factorization Machines
Расчет представления:

(
f1 f2 . . . fn

)︸ ︷︷ ︸
(1×n)

·

e1,1 e1,2 . . . e1,k
...

... . . . ...
en,1 en,2 . . . en,k


︸ ︷︷ ︸

(n×k)

=
(
c1 c2 . . . ck

)︸ ︷︷ ︸
(1×k)

Расчет смещения:(
f1 f2 . . . fn

)︸ ︷︷ ︸
(1×n)

·
(
b1 b2 . . . bn

)︸ ︷︷ ︸
(1×n)

= d

Расчет оценки для данной пары пользователя и товара:

raw_score = embuser · embitem + biasuser + biasitem
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